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Abstract: Ensemble learning using stochastic filtering was proposed by Murata as an on-
line version of Schapire’s algorithm. The algorithm stochastically uses negative examples to
maintain diversity of students. We analyze ensemble learning using the stochastic filtering
with statistical mechanical method based on online learning theory. Analyzing a model
composed of a nonmonotonic teacher and three students which are updated with Hebbian
rule, we show that the stochastic filtering is effective to keep students’ diversity rich and to
improve the generalization performance. In addition, we show that the students’ symmetric
breaking occurs if a probability of negative example is larger than 0.5 and the dimension
is finite.
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1 まえがき
学習はバッチ学習とオンライン学習 [1]に大別できる．

バッチ学習においては与えられたいくつかの例題を繰り

返し使用する．この場合，生徒が適切な自由度を持って

いればすべての例題に正しく答えられるようになるが，

それまでに長い時間が必要である．また，多くの例題を

蓄えておくメモリが必要である．これに対してオンライ

ン学習では一度使った例題は捨ててしまう．この場合，

過去に使った例題に対して生徒が必ず正しく答えられる

とは限らないが，多くの例題を蓄えておくためのメモリ

が不要であり，また時間的に変化する教師にも追随でき

るなどの利点がある．

一方，精度の低いルールや学習機械（以後は生徒と呼
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ぶ）を複数組み合わせることにより精度の高い予測や分

類を行うことはアンサンブル学習と呼ばれ注目されてい

る [2, 3, 4]．アンサンブル学習の汎化能力を統計力学的
手法によって理論的に解析する研究もさかんに行われて

いる [5, 6, 7, 8]．アンサンブル学習においては生徒集団
の多様性を維持することが重要である．Schapireは生徒
の多様性を維持するためにそれぞれの生徒が用いる例題

を確率的なフィルタリングにより選択するアルゴリズム

を提案した [10]．Murataは Schapireのアルゴリズムを
オンライン学習に適した形に修正したアルゴリズムを提

案している [11]．このアルゴリズムは生徒の多様性を維
持するために，わざと間違った例題（負例）も用いる点

が特徴的である．

本論文ではMurataのアルゴリズムの効果を理論的に
明らかにするため，オンライン学習の枠組みで統計力学

的手法を用いた解析を行う．非単調な出力特性を有する

教師 [12, 13, 14]を単純パーセプトロンの生徒集団がヘ
ブ則で学習するモデルについて解析を行った結果，確率

的フィルタリングの効果により生徒集団の多様性が維持

され，汎化能力が大きく改善されることが明らかになっ

た．また，次元 N が有限の場合には負例を用いる確率

が 0.5より大きいと生徒の対称性の破れが生じることが
わかった．



2 モデル
本論文では 1個の教師と 3個の生徒を考える．教師

は結合荷重Bでしきい値 aの非単調なパーセプトロン，

生徒は結合荷重 J の単純パーセプトロンであるとする．

すなわち，教師の出力 dは，

d = sgn ((v − a)v(v + a)) , (1)

v = B · x, (2)

であり，各生徒の出力は sgn(u1l1), sgn(u2l2), sgn(u3l3)
である．ここで，

sgn(ul) =

{
+1, ul ≥ 0,

−1, ul < 0,
(3)

uklk = Jk · x, (4)

である．lk は生徒 Jkの長さであり，これは本論文で扱

う巨視的変数のひとつであるが詳しくは後で述べる．ま

た，vを教師の内部状態，uk を各生徒の規格化内部状

態と呼ぶことにする．なお，本論文では簡単のため教師

の結合荷重，生徒の結合荷重のことをそれぞれ単に教

師，生徒と呼ぶことにする．教師 B = (B1, . . . , BN )，
生徒 Jk = (Jk1, . . . , JkN ) , k = 1, 2, 3 および入力 x =
(x1, . . . , xN )は N 次元ベクトルであり，Bの各要素Bi

は平均 0，分散 1のガウス分布にしたがい独立に生成さ
れ，不変であるとする．Jkの初期値 J0

k の各要素 J0
kiは

平均 0，分散 1のガウス分布にしたがい独立に生成され
るものとし，Bと Jkの方向余弦は Rk，Jkと Jk′ の方

向余弦は qkk′ であるとする．また，xの各要素 xiは平

均 0，分散 1/N のガウス分布にしたがい独立に生成さ

れるものとする．以上より，

〈Bi〉 = 0,
〈
(Bi)

2
〉

= 1, (5)

〈Jki〉 = 0,
〈
(Jki)

2
〉

= 1, (6)

〈xi〉 = 0,
〈
(xi)

2
〉

=
1
N

, (7)

Rk =
B · Jk

‖B‖‖Jk‖ , qkk′ =
Jk · Jk′

‖Jk‖‖Jk′‖ . (8)

ここで，〈·〉は平均を表す．
本論文では，N → ∞の熱力学的極限を考えることに

する．このとき，

‖B‖ =
√

N, ‖Jk‖ =
√

N, ‖x‖ = 1, (9)

となる．生徒のノルム ‖J‖ は一般には時間の経過とと
もに変化するが，初期値

√
N に対する比を lmとし，生

徒の長さと呼ぶことにする．すなわち，‖Jm‖ = lm
√

N

である．ここで，mは時刻ステップである．

教師と個々の生徒には共通の入力 x が同じ順序で与

えられる．個々の生徒は入力 x に対する教師の出力と

自分の出力を比べ，教師と同じ出力を出す確率が上がる

ように，必要に応じて自分の結合荷重を修正していく．

この手続きを学習と呼ぶ．修正の方法は学習則と呼ば

れ，ヘブ学習，パーセプトロン学習，アダトロン学習が

よく知られている [9, 12, 13] ．自分自身に関する情報以
外に生徒が修正のために使える情報は，入力 xとそれ

に対する教師の出力 d だけであるから，学習は一般に

Jm+1
k = Jm

k + f (dm, um
k )xm と書ける．

本論文の記法を用いた場合，Murataの確率的フィル
タリングのアルゴリズム [11]は以下の通りである．

step0: three different classifiers J1, J2, J3

step1: pick an example (x, d)

step2: choose i ∈ {1, 2, 3} randomly

step3: calculate H(x) =
∑

j �=i sgn(J j · x)

step4: if H(x) = 0, train J i with (x, d)
otherwise, flip a fair/unfair coin

head: train J i with (x, d)

tail: train J i with (x,−d)

step5: goto step1 until some condition is fulfilled

step4の tailの場合が，生徒の多様性を維持するた

めに，わざと間違った例題（負例）を与えることを表し

ている．このアルゴリズムによる更新は，生徒 J1を例

にとると以下のように書ける．

Jm+1
1 = Jm

1 + Θ(−um
2 um

3 )f1x
m

+ Θ(um
2 um

3 ) (smfm
1 + (1 − sm)gm

1 )xm, (10)

P (sm = 1) = 1 − P (sm = 0) = b. (11)

ここで，fは学習則により決定される関数であり，gは負

例を用いる場合の関数である．また bは step4で head
となる確率である．ここで，Θ(·)は以下のようなステッ
プ関数である．

Θ(z) =

{
+1, z ≥ 0,

0, z < 0.
(12)

なお，本論文においては統計力学的な取り扱いを容易

にするため，step2は以下とする．



step2: i = m (mod 3) + 1

すなわち本論文においては 3個の生徒が順番に更新を
行うものとする．

3 理 論

3.1 汎化誤差

統計的学習理論の目的のひとつは汎化誤差 εg を理論

的に求めることである．本論文では，3個の生徒は多数
決で集団としての出力を決定するものとする．よって，

誤差 εとして，

ε = Θ

(
−d

3∑
k=1

sgn (Jk · x)

)
(13)

= Θ

(
−sgn((v − a)v(v + a))

3∑
k=1

sgn (uklk)

)
, (14)

を用いることにする．

汎化誤差 εg は誤差 εを入力 x の確率分布 p(x)で平
均したものと定義する．ここで誤差 εは生徒の規格化内

部状態 {uk}と教師の内部状態 vを用いて ε({uk}, v)と
書くことができるので，εg は確率分布 p({uk}, v)を用
いて，

εg =
∫

dxp (x) ε (15)

=
∫ ( 3∏

k=1

duk

)
dvp({uk}, v)ε({uk}, v), (16)

と書ける．{uk}, vは {Jk}, Bとそれらとは独立な入力
xで書けるので p({uk}, v)は平均 0の多重ガウス分布で
あり，その共分散行列 Σは Rkと qkk′ を用いて書くこ

とができる．すなわち，

p({uk}, v) =
1

(2π)2|Σ| 12 exp
(
− ({uk}, v)Σ−1({uk}, v)T

2

)
,

(17)

Σ =

⎛
⎜⎜⎜⎜⎝

1 q12 q13 R1

q21 1 q23 R2

q31 q32 1 R3

R1 R2 R3 1

⎞
⎟⎟⎟⎟⎠ . (18)

3.2 巨視的変数の微分方程式

式 (16)–(18) より，汎化誤差 εgは巨視的変数Rk, qkk′

がすべてわかれば計算できる．そこで，これらの巨視的

変数のダイナミクスを記述する連立微分方程式を熱力学

的極限における自己平均性に基づき式 (11)から決定論

的な形で導出した．結果を次頁の式 (19)–(21) に示す．
ここで rk ≡ lkRkと Qkk′ ≡ lklk′qkk′ は解析を容易にす

るために導入した補助的な巨視的変数である．tは時刻

ステップ mを次元 N で正規化した時刻 t = m/N，〈·〉
はサンプル平均を表す．

4 結果と考察
以下では 3個の生徒の対称性を仮定するとともに，そ

れらがすべてヘブ則を用いる場合を考える．この場合，

fk = −gk = dである．いま，式 (1)の非単調教師を考
えているから，

fk = sgn((v − a)v(v + a)), (22)

gk = −sgn((v − a)v(v + a)), (23)

となる．また，本論文では生徒 Jk の初期値 J0
k，教師

B の各要素は平均 0，分散 1のガウス分布にしたがい
独立に生成され，また，N → ∞の熱力学的極限を考え
ているので，初期状態においてこれらはすべて直交して

おり，

R0
k = 0, q0

kk′ = 0, (24)

である．式 (24)と生徒の対称性より式 (19)–(21)の中の
15個のサンプル平均 A1 ∼ A15には以下の関係がある．

A1 = 〈Θ(−u2u3)f1u1〉 (25)

A2 = 〈Θ(u2u3)f1u1〉 (26)

A3 = 〈Θ(u2u3)g1u1〉 = −A2 (27)

A4 =
〈
Θ(−u2u3)f2

1

〉
(28)

A5 =
〈
Θ(u2u3)f2

1

〉
= 1 − A4 (29)

A6 =
〈
Θ(u2u3)g2

1

〉
= 1 − A4 (30)

A7 = 〈Θ(−u2u3)f1v〉 (31)

A8 = 〈Θ(u2u3)f1v〉 (32)

A9 = 〈Θ(u2u3)g1v〉 = −A8 (33)

A10 = 〈Θ(−u1u3)f2u1〉 (34)

A11 = 〈Θ(u1u3)f2u1〉 (35)

A12 = 〈Θ(u1u3)g2u1〉 = −A11 (36)

A13 = 〈Θ(−u2u3)f1u2〉 = A10 (37)

A14 = 〈Θ(u2u3)f1u2〉 = A11 (38)

A15 = 〈Θ(u2u3)g1u2〉 = −A11 (39)

さらに生徒の対称性から式 (19)–(21) の巨視的変数
lk, rk, Qkk′から添え字 k, k′を落としてそれぞれを l, r,Q

と書くことにする．このとき式 (19)–(21)は以下のよう



dl1
dt

=
1
3

(
〈Θ(−u2u3)f1u1〉 + b 〈Θ(u2u3)f1u1〉 + (1 − b) 〈Θ(u2u3)g1u1〉

)
+

1
6l1

(〈
Θ(−u2u3)f2

1

〉
+ b

〈
Θ(u2u3)f2

1

〉
+ (1 − b)

〈
Θ(u2u3)g2

1

〉)
, (19)

dr1

dt
=

1
3

(
〈Θ(−u2u3)f1v〉 + b 〈Θ(u2u3)f1v〉 + (1 − b) 〈Θ(u2u3)g1v〉

)
, (20)

dQ12

dt
=

l1
3

(
〈Θ(−u1u3)f2u1〉 + b〈Θ(u1u3)f2u1〉 + (1 − b)〈Θ(u1u3)g2u1〉

)
+

l2
3

(
〈Θ(−u2u3)f1u2〉 + b〈Θ(u2u3)f1u2〉 + (1 − b)〈Θ(u2u3)g1u2〉

)
. (21)

になり，計算すべきサンプル平均は A1, A7, A10の 3個
であることがわかる．

dl

dt
=

1
3
A1 +

1
6l

(40)

dr

dt
=

1
3
A7 (41)

dQ

dt
=

2l

3
A10 (42)

 1

 10

 100

 1000

 10000

 0.1  1  10  100  1000  10000

l

t=m/N

Normal (Theory)
b=0.8 (Theory)
b=0.6 (Theory)

Normal (Sim)
b=0.8 (Sim)
b=0.6 (Sim)

図 1: lのダイナミクス (b = 0.8, 0.6)

非単調教師のしきい値が a = 0.6の場合について理
論的に求めた l, R, q, εg のダイナミクスを計算機シミュ

レーションの結果と重ねて図 1–8にそれぞれ示す．いず
れの図においても，曲線が理論計算の結果を表し，+,×
等の印が計算機シミュレーションの結果を表す．また，

比較の対象とするため通常のアンサンブル学習の結果を

“Normal”として重ねている．通常のアンサンブル学習
においては 3個の生徒が同じ例題を使って，他の生徒と
は情報交換することなしに独立に更新してゆく．step4

で headとなる確率は b = 0.8, 0.6, 0.4, 0.2の 4通りにつ
いて計算した．理論計算においては，式 (40)–(42)に現
れる 3個のサンプル平均 A1, A7, A10をモンテカルロス

テップ数MC= 106のメトロポリス法で求めながら，ル

ンゲクッタ法により連立微分方程式を数値的に解いた．

得られた R, qを用いて式 (16)の積分を再度メトロポリ

ス法（MC= 109）で実行することにより εg を求めた．

計算機シミュレーションは b = 0.8と b = 0.6の場合は
N = 1000，b = 0.4と b = 0.2の場合は N = 5000で実
行し，εg は各時点で 105 個のランダム入力でテストを

行うことにより求めた．
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図 2: lのダイナミクス (b = 0.4, 0.2)

図 1–8から，b = 0.8, 0.6の場合には理論と計算機シ
ミュレーションはよく合っているのに対し，b = 0.4, 0.2
の場合には，学習の途中までしか合っていないことがわ

かる．すなわち，図 4，図 6 の計算機シミュレーション
において，b = 0.4の場合には t = 50付近で，b = 0.2
の場合には t = 10付近で，それぞれ生徒の対称性が破
れ，それ以後は理論と計算機シミュレーションは合って

いない．

b = 0.8, 0.6の計算機シミュレーションでは生徒の対
称性が維持されるのに対し，b = 0.4, 0.2では生徒の対
称性が破れてしまう理由について考察する．図 4をよ
く見ると，生徒の対称性が破れた後，十分な時間が経

過すると 3 個の生徒のうち 2 個は B との方向余弦が

1に近づき，残りの 1個は −1に近づいている．いま，
R1 � 1, R2 � 1, R3 � −1の場合を考えると，確率的フィ
ルタリングのアルゴリズムの step4において J1や J2

の更新を行う場合にはH(x) = 0となり通常のヘブ則で



 0

 0.2

 0.4

 0.6

 0.8

 1

 0.1  1  10  100  1000  10000

R

t=m/N

Normal (Theory)
b=0.8 (Theory)
b=0.6 (Theory)

Normal (Sim)
b=0.8 (Sim)
b=0.6 (Sim)

図 3: Rのダイナミクス (b = 0.8, 0.6)

更新が行われるので R1や R2はさらに 1に近づいてい
く [12, 13]．一方，J3の更新を行う場合にはH(x) = ±2
となり coinが振られることになる．このとき，b < 0.5
であると，負例を用いる確率が正例を用いる確率より大

きいことになり，R3はさらに −1に近づいていく．こ
のように，b < 0.5の場合には R1 = R2 = −R3 = 1は
安定平衡点となる．よって，b < 0.5の場合には次元 N

が有限であることによる生徒の対称性の微小な破れが

徐々に拡大し，この安定平衡点にまで至っていると理解

できる．
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図 4: Rのダイナミクス (b = 0.4, 0.2)

本論文で扱っているモデルのように教師が非単調な場

合，通常のアンサンブル学習では，εgは非単調なダイナ

ミクスを呈する [14]．図 7，8から，学習の初期を除い
ては，確率的フィルタリングにより汎化能力が大きく改

善されていることがわかる．

このときの理論計算における Rと qの関係を図 9に
示す．いずれの曲線も R = q = 0の端点が t = 0に対
応し，もう一方の端点が t = 10000に対応する．確率的
フィルタリングにより，Rに対して qが非常に小さく抑
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図 5: qのダイナミクス (b = 0.8, 0.6)

えられ，生徒集団の多様性が維持されることがわかる．

bを小さくしていくと qは小さくなり，特に b = 0.2の
場合には qが負になっている点も興味深い．
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図 6: qのダイナミクス (b = 0.4, 0.2)

5 むすび
アンサンブル学習におけるMurataの確率的フィルタ
リングの効果をオンライン学習の枠組みで統計力学的手

法を用いて解析した．教師が非単調な出力特性を有し，

3個の生徒がヘブ則を用いるモデルについて調べた結果，
確率的フィルタリングにより生徒集団の多様性が維持

され，汎化能力が大きく改善されることが明らかになっ

た．また，次元 N が有限の場合には負例を用いる確率

が 0.5より大きいと生徒の対称性の破れが生じることが
わかった．
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図 7: εgのダイナミクス (b = 0.8, 0.6)
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