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1 まえがき

学習とは観測データを用いてその背後にあるデータの

生成過程を推定することである．教師あり学習において

観測データは教師の入出力であり，これは例題とも呼ば

れる．学習はバッチ学習とオンライン学習に大別できる

[1]．バッチ学習は与えられた一定数の例題を繰り返し使
用する．バッチ学習の利点は生徒が適度な自由度を持っ

ていれば，すべての例題に正しく答えられるようになる

ということである．しかし，それに至るまでに長時間が

必要であり，例題を蓄えるためのメモリが必要になる．

一方，オンライン学習は一つの例題が与えられたら，生

徒はそれに応じて自分自身を変化させ，その例題は破棄

して二度と使用しない．オンライン学習の場合は過去に

出た例題に正しく答えられるとは限らない．しかし，例

題を蓄えるためのメモリが不要であり，時間的に変化す

る教師にも追随できるなどの利点がある [2]．
最近，時間的あるいは空間的な観点で興味深いいくつ

かのモデルがオンライン学習の枠組みで解析されてい

るが，それらはいずれも入力が独立に生成される場合を

扱っている [2]．しかしながら，実際の応用の場面にお
いては入力が相関を有する場合が多くみられる．線形な

学習機械が相関入力を用いる場合についてはすでに解析

されている [3]が，パターン認識の応用を考えると，学
習機械が非線形な場合について解析しておくことは意義

がある．そこで本稿では，学習機械が非線形パーセプト

ロンであり，入力が相関を有する場合のオンライン学習

について統計力学的手法を用いて理論的に解析する．

本稿では学習則としてへブ学習，パーセプトロン学習，

アダトロン学習を扱う．解析を行った結果，ヘブ学習と

アダトロン学習では入力の相関が大きいほど学習が遅く

なるのに対し，パーセプトロン学習では入力の相関の影

響を受けないことが明らかになる．

2 モデル

本稿では教師，生徒の二個の非線形パーセプトロンを

考え，それぞれの結合荷重をB，Jmとする．ここでmは

時刻ステップである．なお，本論文では簡単のため，教師

の結合荷重，生徒の結合荷重のことをそれぞれ単に教師，

生徒と呼ぶことにする．教師 B = (B1, . . . , BN )T，生

徒 Jm = (Jm
1 , . . . , Jm

N )T，入力 xm
k = (xm

k1, . . . , x
m
kN )T，

k = 1, . . . ,K は N 次元ベクトルであり，教師の各要素

Bi は平均 0，分散 1のガウス分布に従い独立に生成さ
れ，不変である．生徒の初期値の各要素 J0

i は平均 0，分
散 1のガウス分布に従い独立に生成される．教師B と

生徒 Jm の関係を図 1に示す．方向余弦 cos θR を Rと

書くことにする．

図 1: 教師B と生徒 Jm

入力 xm
k の要素 xm

kiは式 (1)-(4)のように生成される．

ξm = (ξm
1 ，. . .，ξ

m
N )T (1)

ξm
i ∼ N (0，1) (2)

xm
k = (xm

k1，. . .，x
m
kN )T，(k = 1，. . .，K) (3)

P

(
xm

ki = ± ξm
i√
N

)
=

1 ± a

2
(4)

式 (2)は ξmの各要素 ξm
i が平均 0，分散 1のガウス分布

に従って独立に生成されることを意味する．式 (3)，(4)
は ξmと方向余弦 aである入力xm

k をK個生成すること

を表している．このように，親ベクトル ξmを中心にし

てその周りに方向余弦 aである入力 xm
k をK 個生成し，

このK個をひとつのセットとして学習に用いる．ξmと

xm
k の関係を図 2に示す．
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図 2: 相関のある入力

本稿では次元N がN → ∞の熱力学的極限を考える．
このとき，

||B|| =
√

N, ||J0|| =
√

N, ||xm
k || = 1 (5)

となる．生徒 J のノルムは一般的に時間経過とともに変

化するが，初期値 ||J0||に対する比を lとし，これを生

徒の長さと呼ぶことにする．すなわち，||Jm|| = lm
√

N

である．今回，非線形パーセプトロンを考えているので，

教師の出力は sgn(v)，生徒の出力は sgn(ul)である．こ
こで，

vm
k = B · xm

k , um
k lm = Jm · xm

k (6)

であるとする．このとき vk と uk は平均 0，分散 1，共
分散 Rの二次元ガウス分布に従う確率変数となる．

各時刻ステップにおける生徒 J の更新式は

Jm+1 = Jm +
K∑

k=1

fm
k xm

k (7)

とする．ここで fm
k は更新量を表す関数で学習則によっ

て決まる．非線形パーセプトロンの代表的な学習則には

ヘブ学習，パーセプトロン学習，アダトロン学習の３つ

があり，それぞれの更新量は

ヘブ学習

fm
k = ηsgn(vm

k ) (8)

パーセプトロン学習

fm
k = ηΘ(−um

k vm
k )sgn(vm

k ) (9)

アダトロン学習

fm
k = η|um

k |Θ(−um
k vm

k )sgn(vm
k ) (10)

である．ここで Θ(·)はステップ関数

Θ(x) =

{
1 if x > 0
0 otherwise

(11)

であり，ηは学習係数である．

3 理論

3.1 汎化誤差

統計的学習理論の目的の一つは汎化誤差 εg を理論的

に求めることである．汎化誤差 εg とは未知の入力 xに

関する誤差 εの平均である．いま，教師の出力と生徒の

出力が一致する場合の誤差 εを 0，一致しない場合の誤
差 εを 1と決めると，汎化誤差 εgは教師の出力と生徒の

出力の異なる確率に等しい．汎化誤差 εg は式 (12)-(14)
のように計算される．

εg = 〈ε〉 (12)

=
∫

dxP (x)ε (13)

=
∫

dudvP (u，v)ε (14)

ここで式 (12)の 〈·〉は多くの入力 xに関する誤差 εの

平均を表している．これを xの確率密度 P (x)を用いて
表したものが式 (13)であるが，これはN 重積分である．

いまN → ∞を考えているので，このままではこの積分
の実行は困難である．しかし，xで決まる vと uが平均

0，分散 1，共分散 Rの二次元ガウス分布に従う確率変

数であるので，この積分の積分変数を vと uに置き換え

て式 (14)のように書くことができる．このガウス積分
を解析的に実行することにより，汎化誤差 εg は

εg =
1
π

cos−1 R (15)

と求まる [2, 4]．

3.2 ダイナミクスを記述する連立微分方程式

式 (15)が示すように汎化誤差 εgは巨視的変数Rの関

数であるため，我々は Rを知りたい．そのダイナミク

スを記述する連立微分方程式を熱力学的極限における自

己平均性に基づき決定論的な形で以下のように導くこと

ができる [2, 3, 4]．

dl2

dt
= K

〈
f2

k

〉
+ K(K − 1) 〈fkfk′〉 a2 + 2Kl 〈fkuk〉　 (16)

dr

dt
= K 〈fkvk〉 (17)

ここで

r ≡ Rl (18)



である．式 (16)，(17)には 4つのサンプル平均 〈·〉が含
まれる．これらについては具体的な学習則ごとに求める

必要がある．

3.3 ヘブ学習

ヘブ学習の場合，サンプル平均は

〈fkvk〉 =
2ηR√

2π
, 〈fkuk〉 = η

√
2
π

,
〈
f2

k

〉
= η2 (19)

〈fkfk′〉 = η2

(
1 − 2

π
cos−1 a2

)
(20)

である [2]．式 (19)，(20)を式 (16)，(17)に代入して得
られる具体的な微分方程式は解析的に解くことができる．

微分方程式の初期条件として R = 0，l = 1を用いると，

l = ηK

√
2
π

t

(
1 +

π

2η2K2
t−2

+
π

2K

(
1 + a2(K − 1)

(
1 − 2

π
cos−1 a2

))
t−1

) 1
2

(21)

R =
(

1 +
π

2η2K2
t−2

+
π

2K

(
1 + a2(K − 1)

(
1 − 2

π
cos−1 a2

))
t−1

)− 1
2

(22)

と求まる．式 (15)，(22)より汎化誤差 εg は

εg =
1
π

tan−1

(
π

2K

(
1 + a2(K − 1)(

1 − 2
π

cos−1 a2

))
t−1 +

π

2η2K2
t−2

) 1
2

(23)

となる．さらに tが大きいとき，

l ' ηK

√
2
π

t (24)

R ' 1 − π

4K

(
1 + a2(K − 1)

(
1 − 2

π
cos−1 a2

))
t−1

(25)

εg '

√
1

2πK

(
1 + a2(K − 1)

(
1 − 2

π
cos−1 a2

))
t−

1
2

(26)

となる．さらにK → ∞，a = 0を考えるとそれぞれ

εg '

√
a2

2π

(
1 − 2

π
cos−1 a2

)
t−

1
2 (27)

εg '
√

1
2πK

t−
1
2 (28)

となる．式 (27)より入力に相関がある場合，同時に用
いる入力の数K を増やしても汎化誤差 εg には下限があ

ることがわかる．式 (28)より入力に相関がない場合に
は汎化誤差 εg はK

1
2 に反比例し減少していくことがわ

かる．

3.4 パーセプトロン学習

パーセプトロン学習の場合，サンプル平均は

〈fkvk〉 = −〈fkuk〉 = η
R − 1√

2π
(29)

〈
f2

k

〉
=

η2

π
cos−1 R (30)

〈fkfk′〉 = η2

∫
dvkdukdvk′duk′P (vk，uk，vk′，uk′)

× Θ(−ukvk)sgn(vk)Θ(−uk′vk′)sgn(vk′) (31)

となる．式 (31)の積分は解析的に実行することができ
ないので数値的に解く必要がある．

3.5 アダトロン学習

アダトロン学習の場合，サンプル平均は〈
f2

k

〉
= −η 〈fkuk〉 = η2 R

√
1 − R − cos−1 R

π
(32)

〈fkvk〉 = η
(1 − R2)

3
2

π
+ R 〈fkuk〉 (33)

〈fkfk′〉 = η2

∫
dvkdukukdvk′duk′uk′P (vk，uk，vk′，uk′)

× Θ(−ukvk)sgn(vk)Θ(−uk′vk′)sgn(vk′) (34)

となる．式 (34)の積分は解析的に実行することができ
ないので数値的に解く必要がある．

3.6 マルコフ連鎖モンテカルロ法

マルコフ連鎖モンテカルロ法（MCMC）は，乱数を用
いて確率分布を再現したり，期待値を計算したりするた

めの一群の手法である．その特徴は離散変数，連続変数

を問わず，様々な分布に適用できることである．また，確

率変数が高次元ベクトルの場合でも適用できる．MCMC
にはメトロポリス法，熱浴法，ギブスサンプラーなどが

ある [5, 6]．
通常のMCMCでは分布が多峰性であったり，局所的

である場合に領域の移動に大きな時間がかかってしまい

効率が低下する．こうした問題を改善した方法に交換モ

ンテカルロ法がある [5, 6, 7]．本稿でも式 (31)，(34)の
数値的積分計算に交換モンテカルロ法を用いる．



4 結果と考察

式 (15)，(16)，(17)と各サンプル平均を用いて理論的
に計算される汎化誤差 εg のダイナミクスと計算機実験

の結果を重ねて図 3-8に示す．各学習則とも曲線が理論
でシンボルが計算機実験を示している．なお，学習係数

ηは 1とした．計算機実験においては同時入力数Kが 1
，10，100のときは，次元N は 103とし，汎化誤差 εg は

各時点でランダム入力を 105個生成し，その中で教師と

生徒の出力が異なる入力の数をカウントして算出した．

相関入力数K が 103のときは，次元N は 104とし，汎

化誤差 εg は各時点でランダム入力を 106 個生成し，そ

の中で教師と生徒の出力が異なる入力の数をカウントし

て算出した．

4.1 ヘブ学習

図 3，4はヘブ学習の汎化誤差 εg のダイナミクスであ

る．汎化誤差 εgの理論は式 (23)である．図 3，4をみる
と理論と計算機実験がよく一致しており理論解析の結果

は正しいとわかる．ただし理論と計算機実験が若干ずれ

ているのは，計算機実験においては有限の次元で実行し

ているため自己平均性は厳密には破れているからである．

ヘブ学習は sgn(vm
k )xm

k だけ生徒 Jmを更新する．す

なわち，生徒の出力には関係なく生徒 Jm を教師B に

近づける．よって，入力に相関がなければ K 個の例題

を同時に使う 1回の更新は，1個の例題を使う更新をK

回更新することと等価である．つまり，学習速度はKに

比例する．しかし，入力に相関がある場合（a > 0）は
式 (27)に関して述べたように同時に用いる例題を多く
しても汎化誤差には下限があることが図 4よりわかる．
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図 3: 汎化誤差 εg のダイナミクス (ヘブ学習，a = 0.0)
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図 4: 汎化誤差 εg のダイナミクス (ヘブ学習，a = 0.6)

4.2 パーセプトロン学習

図 5，6はパーセプトロン学習の汎化誤差 εg のダイナ

ミクスである．理論の数値計算の際，式 (16)，(17) に
式 (29)-(31)を代入して得られる具体的な連立微分方程
式を数値的に解く必要がある．連立微分方程式の数値解

法にはルンゲクッタ法を用いた．式 (31)の数値積分に
関しては K = 1，10，102 とK = 103 の a = 0.0の場合
はシンプソン則を用いた [8]．K = 103 の a = 0.6の場
合は交換モンテカルロ法を用いた．図 5，6をみると理
論と計算機実験がよく一致しており理論の結果は正しい

とわかる．ただし理論と計算機実験が若干ずれているの

は，計算機実験においては有限の次元で実行しているた

め自己平均性は厳密には破れているからである．

パーセプトロン学習はΘ(−um
k vm

k )sgn(vm
k )xm

k だけ生

徒 Jmを更新する．すなわち，教師Bと生徒 J の出力

が異なるときに生徒 Jmを教師Bに近づける．よって，

入力に相関が無ければ K 個の例題を同時に使う 1回の
更新は，1個の例題を使う更新を K 回更新することと

等価である．つまり，学習速度は K に比例する．入力

に相関がある場合は他二つの学習とは異なっており，同

時に用いる例題を多くしても汎化誤差 εg に下限がない

ことが図 6よりわかる．これは汎化誤差 εg のダイナミ

クスに関する質的な違いであり，大変興味深い現象であ

る．また，汎化誤差 εg が初期段階（ｔ＝ 1～10）で急
速に減少し，その後なだらかに減少していくことがわか

る．漸近領域では汎化誤差 εg はK
1
3 に反比例すること

がわかる．
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図 5: 汎化誤差 εgのダイナミクス (パーセプトロン学習，
a = 0.0)
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図 6: 汎化誤差 εgのダイナミクス (パーセプトロン学習，
a = 0.6)

4.3 アダトロン学習

図 7，8 はアダトロン学習の汎化誤差 εg のダイナミ

クスである．理論の数値計算の際，式 (16)，(17) に式
(32)-(34)を代入して得られる具体的な連立微分方程式
を数値的に解く必要がある．連立微分方程式の数値解法

にはルンゲクッタ法を用いた．式 (34)の数値積分に関
してシンプソン則を用いた．[8] 図 7，8をみると理論と
計算機実験がよく一致しており理論の結果は正しいとわ

かる．ただし理論と計算機実験が若干ずれているのは，

計算機実験においては有限の次元で実行しているため自

己平均性は厳密には破れているからである．

アダトロン学習は |um
k |Θ(−um

k vm
k )sgn(vm

k )xm
k だけ生

徒 Jmを更新する．すなわち，教師Bと生徒 J の出力

が異なるときに生徒 Jmを教師Bに近づける．よって，

入力に相関がなければ K 個の例題を同時に使う 1回の
更新は，1個の例題を使う更新を K 回更新することと

等価である．つまり，学習速度は K に比例する．しか

し，入力に相関がある場合（a > 0）は同時に用いる例
題を多くしても汎化誤差には下限があることが図 8より
わかる．
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図 7: 汎化誤差 εg のダイナミクス (アダトロン学習，
a=0.0)
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図 8: 汎化誤差 εg のダイナミクス (アダトロン学習，
a=0.6)

5 結論

学習機械が非線形パーセプトロンである場合の入

力に相関を有する場合のオンライン学習に統計力学

的手法を用いて解析を行った．また，巨視的変数 R

と l のダイナミクスを記述する連立微分方程式を決



定論的に導き，微分方程式中に含まれるサンプル平均

〈fkvk〉，〈fkuk〉，
〈
f2

k

〉
，〈fkfk′〉 を導出し，これらをもと

に汎化誤差を計算した．その理論と計算機実験とよく一

致した．ヘブ学習については入力に相関がない場合，反

汎化誤差 εg はK
1
2 に反比例して減少する．入力に相関

がある場合には K を大きくしても下限があることが解

析的に明らかになった．パーセプトロン学習については

他の二つの学習とは違い，同時に用いる例題を多くして

も汎化誤差 εgに下限がないことが数値的に明らかになっ

た．これは汎化誤差 εg のダイナミクスに関する質的な

違いであり，大変興味深い現象である．また，汎化誤差

εg が初期段階（ｔ＝ 1～10）で急速に減少し，その後な
だらかに減少していく．漸近領域では汎化誤差 εgはK

1
3

に反比例することが明らかになった．アダトロン学習に

ついては入力に相関がない場合，汎化誤差 εg はK に反

比例して減少する．入力に相関がある場合には K を大

きくしても下限があることが数値的に明らかになった．
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